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2 Objetivos

Aprendizado de Máquina para Ciências (ou em inglês, Scientific Machine Learn-
ing - SciML) é uma área emergente que tem por objetivo principal a busca
por um modelo preditivo que seja aderente a certas caracteŕısticas de inter-
esse e forneça informações relevantes para o fenômeno estudado. Essa área
reduz o foco do modelo criado apenas para predição e estimula o uso do modelo
como parte de uma investigação cient́ıfica para a extração de conhecimento. A
Regressão Simbólica é conhecida como um modelo de regressão não-linear cu-
jas caracteŕısticas permitem a criação de modelos interpretáveis, incorporando
conhecimento de domı́nio, e que permitem a análise de incertezas por padrão.
Esse curso tem o objetivo principal de ensinar sobre os conceitos principais de
Regressão Simbólica contextualizados em SciML e como utilizar tal ferramenta
para extração de conhecimento de dados diversos.

3 Metodologia

Aulas expositivas dos conteúdos abordados pelo professor com demonstrações
do uso das ferramentas de regressão. A avaliação da disciplina será feita através
da escrita de um artigo cient́ıfico aplicando os conceitos da disciplina em uma
base de dados de interesse.

1



4 Planejamento Semanal

4.1 Semana 01

1. Introdução à disciplina

2. Conceitos básicos de aprendizado de máquina

4.2 Semana 02

1. Feriado de carnaval

4.3 Semana 03

1. Análise de Regressão e Modelos Paramétricos

2. Regressão Simbólica

4.4 Semana 04

1. Regressão simbólica: Programação Genética

2. Regressão Simbólica: outras abordagens

4.5 Semana 05

1. Ferramentas de regressão simbólica: SRBench, srtree-opt

2. Gráficos de avaliação de modelo

4.6 Semana 06

1. Função distribuição e verossimilhança

2. Exemplos de dados de diferentes distribuições

4.7 Semana 07

1. Otimização não-linear dos coeficientes

2. Implementando um algoritmo de otimização

4.8 Semana 08

1. Validação de Modelo

2. Seleção de Modelo
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4.9 Semana 09

1. Simplificação de Modelo

2. Integrando conhecido pré-existente

4.10 Semana 10

1. Feriado (08 de abril)

2. Extraindo informações do modelo

4.11 Semana 11

1. Incertezas: intervalos de confiança e predição

2. Incertezas: profile likelihood

4.12 Semana 12

1. Apresentação dos resultados dos artigos

2. Apresentação dos resultados dos artigos

4.13 Semana 13 (reposição)

1. Considerações finais (30 de abril - terça-feira)

2. Revisão final dos artigos (03 de maio - sexta-feira)
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